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本日の内容

第1回 パターン認識のための線形代数
第2回 パターン認識のための確率論
第3回 凸最適化の概念
第4回 線形回帰とLMSアルゴリズム
第5回 分類とロジスティック回帰
第6回 一般化線形モデル
第7回 ガウシアン判別分析と単純ベイズ分類器
第8回 サポートベクターマシン（1）
第9回 サポートベクターマシン（2）
第10回 正則化とモデル選択（ハイパーパラメータのチューニング）
第11回 k平均法
第12回 混合ガウスモデルとEMアルゴリズム
第13回 因子分析
第14回 主成分分析

第15回 未定
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clarification

Normalization or Min-Max scaling（正規化）
１次元：範囲を[0, 1]にするスケーリング処理

学習データ：各属性（特徴）の範囲を[0, 1]にする

Standardization （標準化）
１次元：平均が0かつ分散が1となるように入力データのシフティン
グとスケーリングを行う

学習データ：各属性（特徴）の平均を0かつ分散を1にする

Regularization （正則化）
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データの前処理ではない



Feature scaling
(normalization or standardization)
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“Standardization or normalization?”

アプリケーションによる

例
PCA →standardization?

Neural network→normalization?
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Regularization （正則化）

ざっくり言うと．．．

データの前処理ではない

最適化問題の目的関数において，追加されたペナルティ（罰則）
項のイメージが強い
目的関数を最小化することでモデルを最適化

学習データにノイズなどイレギュラーなものがあるときに、モデルの
最適化に使うと同時に、ペナルティを与える→過学習を防ぐ（ノイズ
まで学習してしまうとモデルが細かすぎる．．．）

罰則項の例
モデルの複雑さ

滑らかさ

ノルムの大きさ
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Regularization （正則化）

ペナルティ項にハイパーパラメータ（hyper parameter）がある
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学習を行う際に人間が予め設定し
ておかなければいけないパラメータ

SVMの場合：重み付き線形回帰の場合：

帯域幅 (bandwidth)



hyper parameterの決め方

良いhyper parameterの選び方

多項式回帰

 k=?

kが大きくなるとモデルが細かくなる
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モデル選択



hyper parameterの決め方

学習データセットS

自然に考えられる方法
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１．Sに対してそれぞれのモデルMiで学習してみる
２．学習誤差（目的関数値）が一番小さくなるMiを選ぶ

残念ながらこの方法ではうまくいきません



hyper parameterの決め方

Miが細かくなるほど、よりSにフィッティングできる

大きいkを選んでしまう

ホールドアウト交差検証（hold-out cross validation）
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学習誤差がより小さくなる



hyper parameterの決め方

ホールドアウト交差検証（hold-out cross validation）
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１．ランダムにSを２つのセットに分ける（70%のデータ→Strain，30%のデータ→ Sｃｖ ）
Strain：学習用セット
Sｃｖ ：テスト用セット（ホールドアウト交差セット）

２．学習で目的関数値を最小化することで各Miを最適化
３． Sｃｖを使って各Miをテストする
４．テスト誤差が一番小さいなMiを選んで、全データを使った学習を行う
Sｃｖで、より正確な汎化誤差（generalization error）を最小化するようなMiを選ぶ

※学習に使った訓練集合をテスト集合にして求めた誤差→カンニング→過小評価してしまう



hyper parameterの決め方

汎化誤差
サンプルの母集団に対する誤差

期待損失 (expected risk) ともいう

学習に使った訓練集合は母集団ではなく，標本データである
標本データ：集めたデータ

母集団：本来存在するすべてのデータ

学習データをテストデータとして計算した誤差は汎化誤差より一般
に過小評価になる
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学習理論といえば汎化誤差の理論



hyper parameterの決め方

ホールドアウト交差検証の欠点
学習に使うデータを30%“浪費”してしまった

後から全データを使って学習し直すことができるが、70%データを
使って選んだhyper parameterがそもそも悪い可能性がある
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K-分割交差検証（k-fold cross validation）



hyper parameterの決め方

K-分割交差検証（k-fold cross validation）
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（１）SをK個に分割する（S1, S2, …, Sk）．

（２）for j=1,2,…k

Sjをテストセットとし，残る K − 1 個を学習セットとする．すべてのMiに対
して学習を行う．

（３）（２）で得られたj個のテスト誤差の平均を最小化するMiを選ぶ

よく使うのが：K=10



hyper parameterの決め方

K=m(サンプル総数)
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leave-one-out 交差検証（leave-one-out cross validation）
（mが小さいときによく使われる）



特徴選択（Feature Selection）

特徴量（属性）の次元数n>>サンプル数m

そのまま学習してしまうと過学習が起こりやすい

一部の次元しか学習タスクに影響する→不要で冗長な特徴量を
除去したい

n次元の特徴量の場合，2n個のsubsetが存在する
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nが大きいとき，全探索がexpensive

ヒューリスティックの手法がよく用いられる

探索アプローチの例
•総当たり（×）
•最良優先探索
•焼きなまし法
•遺伝的アルゴリズム
•貪欲前向き選択
•貪欲後ろ向き選択



特徴選択（Feature Selection）

貪欲前向き選択（forward search）
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繰り返し回数もしくは閾値で制御できる



特徴選択（Feature Selection）

Wrapper model feature selectionの欠点
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必要な学習回数が多い．最大n^2回が必要．



特徴選択（Feature Selection）

Filter feature selection

何かしらの評価関数f(i)を作って，第i次元の特徴がどのくらい情
報量あるかをランク付ける

上位k個の特徴を選ぶ
 kも交差検証で決めることが可能

相互情報量（mutual information）
2つの確率変数の相互依存の尺度を表す量

ある特徴xiとラベルの依存尺度を計算
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特徴選択（Feature Selection）

カルバック・ライブラー情報量
Kullback–Leibler divergence

確率論と情報理論における2つの確率分布の差異を計る尺度

考え方：２つの確率変数が独立しているなら関連性が低い
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相互情報量

カルバック・ライブラー情報量



余談

統計学の世界
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VS.ベイズ主義 頻度主義

ベイズの定理 推計統計学

https://ja.wikipedia.org/wiki/%E3%83%99%E3%82%A4%E3%82%BA%E3%81%AE%E5%AE%9A%E7%90%86
https://ja.wikipedia.org/wiki/%E6%8E%A8%E8%A8%88%E7%B5%B1%E8%A8%88%E5%AD%A6


余談
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ベイズの定理を批判

https://www.slideshare.net/KojiKosugi/ss-50740386



余談

現状
ベイズの定理が広く実用化されているため

naive Bayes classifier （スパムメール検出，天気予報．．．）
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ベイズ主義の統計家

頻度主義の統計家



余談
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https://www.slideshare.net/KojiKosugi/ss-50740386

仮説検定，帰無仮説，対立仮説，統計量の算
出，両側検定，片側検定，第1種の誤り，第2

種の誤り，t検定，p値，...（品質管理やアン
ケート分析によく使われる）



余談
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https://www.slideshare.net/KojiKosugi/ss-50740386



余談
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・頻度論
現実世界では母集団のパラメータは真に決
まっているし、データもどこから取ってくるかで
変わる。つまり、世の中的に正しい考え方。

https://www.slideshare.net/KojiKosugi/ss-50740386



余談
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・ベイズ論
世の中的には正しい考えではないが、結局母
集団のパラメータはわからないし、いま手元に
あるのはデータだけである。だったらいまある
情報だけで母集団を考えよう、という合理的な
考え方。



余談

頻度論における最尤推定
maximum likelihood (ML)
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θは定数である．尤度を最大化するようなθが一番信頼できる．

https://www.slideshare.net/KojiKosugi/ss-50740386



余談

結局真のθが分からないから，変数と見なそう

p(θ)の分布を使ってパラメータの事前信頼度（prior beliefs）を評
価
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最大事後確率推定（Maximum a posteriori, MAP）



次回は

第1回 パターン認識のための線形代数
第2回 パターン認識のための確率論
第3回 凸最適化の概念
第4回 線形回帰とLMSアルゴリズム
第5回 分類とロジスティック回帰
第6回 一般化線形モデル
第7回 ガウシアン判別分析と単純ベイズ分類器
第8回 サポートベクターマシン（1）
第9回 サポートベクターマシン（2）
第10回 正則化とモデル選択
第11回 k平均法
第12回 混合ガウスモデルとEMアルゴリズム
第13回 因子分析
第14回 主成分分析

第15回 未定
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